
自動チューニング数理基盤ライブラリ
ATMathCoreLib入門・その２



自動チューニング用語の基礎知識(1)

• ソフトウェアに可変性を仕込んでおく

• 性能がよくなるように，可変性を調整する

• 変種：可変性の実装

– スケジューリング（含ループ変換）

– データ構造

– アルゴリズム

– 特定機種向けコーディング（含SIMD，並列，GPU）



自動チューニング用語の基礎知識(2)

• チューニングパラメタ：可変性のつまみ

• 候補，選択肢：チューニングパラメタに代入さ
れる値

• コスト：自動チューニングで最小化したいもの

– 所要時間，消費電力，誤差，オーバーヘッド・・・

• コストモデル：チューニングパラメタ・特徴量と
コストの関係を近似的に表す事前知識



自動チューニング用語の基礎知識(3)

• 条件：コストに影響する種々の要因

• 特徴量：観測できる条件であって，自動
チューニングで陽に参照するもの

• 擾乱：動的な条件であって，自動チューニン
グで参照しないもの

– コストのばらつきの原因となる



自動チューニング用語の基礎知識(4)

• 試行：性能測定のためだけの実行

• 実施：実用的な実行

– 性能を測って自動チューニングに使えるとする

• オンライン自動チューニング：実施のみ

• オフライン自動チューニング：試行のみ

– 実施の前に行う



ATMathCoreLib とは

• 自動チューニングのための数理技術として
開発してきたアルゴリズムを実装

• 一般公開，利用自由

• http://olab.is.s.u-tokyo.ac.jp/~reiji/atmathcorelib/

• Scilab バージョン，C バージョンがある

• C の 2013/12/25 版の使い方を説明します



想定されている場面

• 変種とチューニングパラメタは実装済み

• チューニングパラメタの値は離散的で有限個

– どのパラメタ値でも正しく動く

• コストは測定可能，ばらつき（正規分布）がある

• 性能モデルがある or ない

• オンライン or オフライン自動チューニング

– 反復的な計算



想定されていない場面

• チューニングパラメタが連続的
– 離散化してよければ OK

• チューニングパラメタ値によっては停止しない

• コストにばらつきがまったくない
– つまり，同じパラメタだと同一のコストになる

• 特徴量がある→ iWAPT 2013 で解決例
– 現状の ATMathCoreLib で可能な手段

• 特徴量ごとにチューニングする
• 特徴量の効果（トレンド）を消去する



ATMathCoreLib の機能

• 基本統計：試行回数・平均・分散
• 線形モデルフィッティング・分散推定
• ベイズ推定による性能推定
• 自動チューニングのための実験計画

– どの選択肢を使って次の実行をするか？
• オンライン自動チューニング（分散既知・未知）
• オフライン自動チューニング
• 選択肢変更コストを伴うオンライン AT
• 確率的候補選択

• チューニングメーター
– どのぐらい最適に近いところまで来ているか？



昨年 (4th ATTA) の内容

• 入門（１）：モデルなしの簡易実験計画

– ある計算を K 回繰り返す

– 反復ごとにばらつきのあるコストがかかる

– チューニングパラメタで制御できる M 個の選択肢

– K 回トータルのコストを最小にしたい

• 入門（２）：オフライン自動チューニング

– ある計算をとてもたくさん繰り返す

– 事前にどれが低コストか調べておきたい



今年の内容

• 性能モデルがある場合

– 利用者が専門知識を持っていて，どのパラメタで
どんなコストになるか，近似的にわかっている

– HPC で比較的よくある条件

– 性能モデルは完全に正確ではない（誤差がある）

– 性能測定値にばらつきがある



性能モデルの利用

ATMathCoreLib 入門（３）
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コストモデルと ATMathCoreLib

• コストモデル

– 与えられた条件で，どういうコスト（性能）になるか，
定量的に予想するもの（式）

– 完璧（誤差ゼロ）のコストモデルがあれば，
ATMathCoreLib は要りません！

• ATMathCoreLib はいつ役に立つか？

– コストモデルが誤差を含む場合

– コストの観測値がばらつく場合



今回のトピック

– ATMathCoreLib には，コストモデルを構築する機
能もついている
→ しかし，「線形モデル」がちょっと難しい

– 昔から HPC 研究者は，性能モデルを作ってきた

• 今回は，自分で作ったコストモデルをもとに，
ATMathCoreLib を使う方法を説明します



仮定

• 利用者は，何らかの方法で作った自分のコス
トモデルを持っている

• しかし，そのコストモデルは誤差を含む

• オンライン or オフラインで自動チューニングし
たい



remarks

• コストモデルは，固定でもよいし，観測された
コストをもとに更新されるのでもよい

• コストモデルは，最適解の近くで精度が高い
ものが望ましい

– 最適からほど遠いところで精密な推定は不要



使い方
もとのユーザーコード

// func_param は動作を決める
// tune_param は性能を決める
// 0 <= tune_param < M とする
void function(func_param, tune_param) {
主要な計算;

}

void main() {

for (i = 0; i < K; i++) {
// cost 推定 est_cost(tp_value) がある
function(fp_value, tp_value);
// 実際の cost を測る get_cost() がある

}

}



使い方
もとのユーザーコード

// func_param は動作を決める
// tune_param は性能を決める
// 0 <= tune_param < M とする
void function(func_param, tune_param) {
主要な計算;

}

void main() {

for (i = 0; i < K; i++) {
// cost 推定 est_cost(tp_value) がある
function(fp_value, tp_value);
// 実際の cost を測る get_cost() がある

}

}

改変後のユーザーコード

void function(func_param, tune_param) {}

void main() {
x = new_exdesign_um(M, 0.0);
for (i = 0; i < K; i++) {

// コストを推定する (um は user model)
for (j = 0; j < M; j++) 

um[j] = est_cost(j);

// 残り実行回数 K – i – 1 
// 次に選ぶ選択肢 tp
tp = exdes_um_online(x, um, K-i-1);

function(fp_value, tp);
// 実際のコストは get_cost() で得られる
update_exdes_um(x, tp, get_cost());

}
}



改変後のユーザーコード

void function(func_param, tune_param) {}

void main() {
x = new_exdesign_um(M, 0.0);
for (i = 0; i < K; i++) {

// コストを推定する (um は user model)
for (j = 0; j < M; j++) 

um[j] = est_cost(j);

// 残り実行回数 K – i – 1 
// 次に選ぶ選択肢 tp
tp = exdes_um_online(x, um, K-i-1);

function(fp_value, tp);
// 実際のコストは get_cost() で得られる
update_exdes_um(x, tp, get_cost());

}
}

使い方

exdesign_um_t *new_exdesign_um(m, invk);

実験計画のための新しいデータ構造
を返す（初期化ずみ）

引数
int m;  選択肢の個数
double invk;  （オフライン時に使用）

返り値
実験計画のための新しいデータ構造



改変後のユーザーコード

void function(func_param, tune_param) {}

void main() {
x = new_exdesign_um(M, 0.0);
for (i = 0; i < K; i++) {

// コストを推定する (um は user model)
for (j = 0; j < M; j++) 

um[j] = est_cost(j);

// 残り実行回数 K – i – 1 
// 次に選ぶ選択肢 tp
tp = exdes_um_online(x, um, K-i-1);

function(fp_value, tp);
// 実際のコストは get_cost() で得られる
update_exdes_um(x, tp, get_cost());

}
}

使い方

ご自由な方法でコストを推定して，
推定したコスト値を配列に格納して
ください．

この例では，毎回計算しなおしていま
すが，固定の値なら，代入しなおす
必要はありません．



改変後のユーザーコード

void function(func_param, tune_param) {}

void main() {
x = new_exdesign_um(M, 0.0);
for (i = 0; i < K; i++) {

// コストを推定する (um は user model)
for (j = 0; j < M; j++) 

um[j] = est_cost(j);

// 残り実行回数 K – i – 1 
// 次に選ぶ選択肢 tp
tp = exdes_um_online(x, um, K-i-1);

function(fp_value, tp);
// 実際のコストは get_cost() で得られる
update_exdes_um(x, tp, get_cost());

}
}

使い方

int exdes_um_online(x, um, r)

オンライン自動チューニングの実験計画
に従い，次に選ぶべき選択肢を返す

引数
exdesign_um_t *x;  データ構造
double *um;  推定されたコストの配列
int r;  残り実行回数．r < 0 だと，デフォルト
値（これまでの実行回数）が使われる

返り値 int
次に選ぶべき選択肢のインデクス

注
残り実行回数がわからない場合，r = -1 と
することができる．ただし，残り実行回数が
わかっている場合に比べ，効率は落ちる．



改変後のユーザーコード

void function(func_param, tune_param) {}

void main() {
x = new_exdesign_um(M, 0.0);
for (i = 0; i < K; i++) {

// コストを推定する (um は user model)
for (j = 0; j < M; j++) 

um[j] = est_cost(j);

// 残り実行回数 K – i – 1 
// 次に選ぶ選択肢 tp
tp = exdes_um_online(x, um, K-i-1);

function(fp_value, tp);
// 実際のコストは get_cost() で得られる
update_exdes_um(x, tp, get_cost());

}
}

使い方

void update_exdes_um(x, t, c)

観測されたコストを記録する．

引数
exdesign_um_t *x;  データ構造
int t;  選ばれた選択肢のインデクス
double c;  観測されたコスト

返り値
なし



サンプルプログラム

• sample_exdes_usermodel.c
– 最初のほうにある定義を以下のように設定

#define OFFLINE 0
#define TRUE_REM 1

• M = 100 個の選択肢

– コストは正規分布で作成

• 全実行回数 K = 1000 回

選択肢 の性能モデル ̂ は
適当に (t % 7) + 0.5 / (t + 1)  

選択肢 の平均コスト は，̂ に平均 0 分散 1 の正規分
布を足したもの

選択肢 の 回目の実行コス
ト は，平均 , 分散 0.1 の
正規分布で作成



イメージ図（最初の 20 個）
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出力（１）

cand 0: model = 0.500000 mu = 0.452641 var = 0.100000
cand 1: model = 1.250000 mu = 0.771744 var = 0.100000
cand 2: model = 2.166667 mu = 2.673732 var = 0.100000
cand 3: model = 3.125000 mu = 2.806375 var = 0.100000
cand 4: model = 4.100000 mu = 3.229311 var = 0.100000
cand 5: model = 5.083333 mu = 7.499767 var = 0.100000
cand 6: model = 6.071429 mu = 7.816768 var = 0.100000
cand 7: model = 0.062500 mu = 0.991340 var = 0.100000
cand 8: model = 1.055556 mu = 2.662886 var = 0.100000
…
cand 97: model = 6.005102 mu = 5.201195 var = 0.100000
cand 98: model = 0.005051 mu = 0.423627 var = 0.100000
cand 99: model = 1.005000 mu = 1.971910 var = 0.100000

生成された各候補についての
コストの平均値と分散

乱数を使って生成した，仮想の

「選択肢」とその性能モデル，コスト
の平均・分散．（実用的な場面では
これらの平均・分散は未知．ここで
は確認のため表示している．）

モデルは (t % 7) + 0.5 / (t + 1) で，
平均値 mu ( ) は，それに平均 0 
分散 1 の正規分布を足して生成さ

れている．（普通は性能値からモデ
ルを作るが，ここでは逆にモデルか
ら仮想性能値を作っている．）

選択肢を固定して実行すると，コス
トは平均 mu, 分散 0.1 の正規分布
に従う．



出力（２）

n =    0,  19th cand, value = 3.741666, tru mean = 3.096027
n =    1,  14th cand, value = 0.058850, tru mean = 0.311312
n =    2,  70th cand, value = -0.027191, tru mean = 0.259839
n =    3,  54th cand, value = 5.322394, tru mean = 5.450409
n =    4,  86th cand, value = 2.526802, tru mean = 2.250739
n =    5,  70th cand, value = 0.272315, tru mean = 0.259839
n =    6,  14th cand, value = 0.426574, tru mean = 0.311312
n =    7,  70th cand, value = 0.407107, tru mean = 0.259839
n =    8,  70th cand, value = 0.363138, tru mean = 0.259839
…
n =  997,  56th cand, value = 0.101861, tru mean = 0.119537
n =  998,  56th cand, value = -0.022634, tru mean = 0.119537
n =  999,  56th cand, value = -0.444901, tru mean = 0.119537

各実行につき，選択肢とコスト，
選択肢の平均コスト（本来未知）各実行について，

・選ばれた選択肢
・その時の観測コスト
・選択肢の平均コスト

観測コストは，平均コストから
すこしずれている．

最初はランダムに選択，その後
分散の推定のためにひとつの
選択肢（ここでは 70 番）を反復

最後のほうは，ほぼコスト最小
のものを実行する．



出力（２）の部分をグラフにすると
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出力（３）

obs best: 56th obs num = 819 mean = 0.131884 tru mean = 0.119537 var = 0.100000
tru best: 9th obs num = 0 mean = 0.000000 tru mean = 0.105683 var = 0.100000
total 187.856678, average 0.187857, regret 82.173893 (0.082174), loss 0.013854

観測で最小コストだった選択肢，真の最小コストの選択肢，全コスト，リグレット，ロス

obs best:  観測された中で「コストが最小」と判定された選択肢．
obs num: 観測（実行）された回数．1000 回中 819 回これが使われた．
mean:  観測された平均コスト．
tru mean, var:  コストの真の平均と分散．

tru best:  コストの真の平均が最小の選択肢．今回は最適解でないもの
が見つかってしまった．

total, average:  1000 回の実行のコストの総和と平均．
187.9 (0.1879) でできた．ランダムに選ぶと，2976 (2.976) になる



出力

regret:  「もし，コストの真の平均が最小の選択肢があらかじめ分かっていて，
最初からそれを 1000 回実行した場合」に比べてどれだけ余計なコストが
かかったか．

これが，「100 個の中からよいものを選ぶのにかかったコスト」に相当．
合計コストを最小化するのは，regret を最小化するのと等価．

loss:  obs best と tru best の性能差．今回は 0.014 程度．

loss はゼロである必要はない．loss を小さくしようとすると，実験のコストが
かかってしまう．実験のコストを抑えようとすると，loss が大きくなる．これの
最適なバランスを取ることが重要．

obs best: 56th obs num = 819 mean = 0.131884 tru mean = 0.119537 var = 0.100000
tru best: 9th obs num = 0 mean = 0.000000 tru mean = 0.105683 var = 0.100000
total 187.856678, average 0.187857, regret 82.173893 (0.082174), loss 0.013854

観測で最小コストだった選択肢，真の最小コストの選択肢，全コスト，リグレット，ロス



Regret と loss のバランス

seed Regret Loss

0 0.023 0.000

1 0.082 0.014

2 0.029 0.000

3 0.054 0.000

4 0.061 0.000

5 0.058 0.000

6 0.039 0.000

7 0.105 0.000

8 0.055 0.047

9 0.076 0.000

平均 0.058 0.006

Regret と Loss の比が 2:1 ぐらい
が理想的

この実験は，やや Loss が小さい，
つまり，もっと手を抜いた方がよい

分散が大きめに推定されている
と思われる



「モデルなし」

– ATMathCoreLib は，コストモデルの精度がいくら
悪くても，ちゃんと動く

• 推定コストをすべてゼロにしても動く！

• これが，昨年紹介した「モデルなし」に相当

• モデルがあると regret が小さい→効率的に最適化

• モデルなしは，いつも最適だった→実験しすぎ

平均 regret 平均 loss

モデルあり 0.058 0.006

モデルなし 0.321 0



ATMathCoreLib のその他の機能

• オフライン自動チューニング

– 昨年紹介しました．性能モデルがある場合も同様
に実行できます

• チューニングメーター
– どのぐらい最適に近いところまで来ているか？

• 性能モデルの精度や測定値のばらつきが，
選択肢により違う
– 低レベル API を使うと対応できます

– 特徴量がある場合に使えます（iWAPT 2013）


