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背景：職人的プログラミング

▪スパコンの大規模化・複雑化
–スパコンの性能のモデル化が困難
▪コンパイラによる自動最適化の限界

–熟練のプログラマによる職人技に依存

▪理屈ではなく経験と勘の世界

▪機械学習の発展と成功
–経験と勘が必要な分野で好成績
–人間よりも優れた結果の事例も報告

職人的プログラミングを機械学習により習得

する可能性を探る (科研費基盤B, H28～H30）
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本日ご紹介する成果

▪ CNNによるSpMVの実装選択
– Cui et al,  “A code selection mechanism using deep learning,” In IEEE 10th International 

Symposium on Embedded Multicore/Many-core Systems-on-Chip (MCSoC-16), 2016.
– Cui et al, “A Machine Learning-based Approach for Selecting SpMV Kernels and Matrix 

Storage Formats,” IEICE Transactions on Information and Systems, 2018 

▪ 機械学習に必要なハイパーパラメータチューニングの効率化
– Wang et al, “Automatic HyperparameterTuning of Machine Learning Models under 

Time Constraints,” the Second International Workshop on Automation in Machine 
Learning and Big Data (AutoML2018).
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高性能計算に機械学習を活用

Machine Learning for HPC
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初めの一歩：SpMV実装選択問題

▪疎行列ベクトル積 (SpMV) カーネル
–多くの科学技術計算で必要となる最重要カーネルの一つ

–適切な実装は行列の特徴に依存
→ 与えられた行列に対して適切なSpMV実装を予測
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行列の特徴の定義

▪従来の研究
–行列の特徴をパラメータ化[1]

▪行あたりの平均非ゼロ要素数
▪行の長さの標準偏差
▪最長行の偏差
▪DIA形式の場合のパディング数
▪ELL形式の場合のパディング数

–選択に必要な行列の特徴を表現できているのか？
▪完全に表現するような特徴量を定義すること自体が困難
▪特に非ゼロ要素の分布形状の特徴をパラメータとして表現困難

疎行列の非ゼロ要素の分布例
(fpga_dcop_01.mtx)

[1] Saurav Muralidharan, Manu Shantharam, Mary Hall, Michael Garland, and Bryan Catanzaro. 
“Nitro: A framework for adaptive code variant tuning,”  IPDPS’14, pages 19–23, 2014.
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表現学習 [2]

▪画像認識分野における機械学習の成功
–従来の画像認識
▪画像の特徴を数値化して画像認識に利用
特徴量選択が認識率向上のカギ

–現在の画像認識
▪画像認識に有用な特徴も学習により習得 (feature learning)
膨大な画像データと高性能計算システムの利用がカギ

[2] Yann LeCun, Yoshua Bengio, and Geoffrey Hinton. "Deep learning." Nature, Vol. 521 No. 7553,
pages 436-444, 2015.
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本研究：機械学習による実装選択

▪SpMV実装選択を画像認識問題に変換

疎行列を画像化してSpMV実装の予測に利用
– 期待される効果
▪ 疎行列全体を画像とすることで非ゼロ要素の分布そのものを行列の特徴として利用可能
▪ 事前の特徴量選択は不要

– 技術的課題
▪ SpMV実装選択には行列サイズの影響大
▪ CNN (Convolution Neural Network)の入力画像サイズは一定

疎行列をどのように画像化すればよいのか？

Cui et al. 20168
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元の行列サイズを色情報で表現

1. 元の行列でゼロ要素の位置は色情報も0
2. 元の行列で非ゼロ要素の位置にはRGB値として行列の幅、高さ、NNZを保存

(NNZ: Number of Non-Zero elements)
3. 画像を拡大縮小して一定のサイズの画像に変換
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訓練データ生成

▪高い精度を達成するために大量の訓練データが必要
–訓練データ = 入力となる疎行列 + 出力すべき最適な実装

▪疎行列さえ大量にあれば最適な実装に関しては性能を測ればわかる

多種多様な疎行列を大量に用意することができるのか？

入力となる疎行列を生成する必要性
–同じような疎行列ばかり用意しても役に立たない
–乱数で生成した疎行列では、非ゼロ要素の分布形状に特徴がない

非ゼロ要素の分布形状に特徴を持たせつつ多様な疎行列を生成
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拡大縮小して疎行列を生成

1. 元の行列でゼロ要素の位置は色情報も0
2. 元の行列で非ゼロ要素の位置にはピクセル値として行列要素を保存
3. 画像を拡大縮小してサイズの異なる画像に変換
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拡大縮小による最適実装への影響

▪拡大縮小により最適実装が変化
–訓練データの数と多様性を増加可能

分類精度向上 83% 88%
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Matrix Name M N nnz Best Implementaton

add32 4960 4960 23884 GPU_CSR

add32_1182 1182 1182 1992 CPU_CSR

add32_2797 2797 2797 7949 CPU_COO

add32_7555 7555 7555 55749 GPU_HYB



CNNのネットワーク構成

▪分類精度が高くなる構成を経験的に決定
–入力は64x64ピクセルの特徴画像
–3種類のSpMV実装から1つを選択＝出力は3次元ベクトル
▪3つのベクトル要素がそれぞれSpMV実装に対応
▪最大値となるベクトル要素が対応するSpMV実装を選択
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従来よりも高い予測精度

▪正答率88.80%, 理論最大性能の97.38%
–従来手法では80％程度の正答率
–最良と最悪の選択肢の性能差が小さい場合に誤選択
▪誤選択が性能に与える影響は小さい
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SpMV実装選択による性能向上

▪ 入力行列に合わせてSpMV実装を選択することで性能改善
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機械学習に高性能計算を活用

HPC for Machine Learning
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ハイパーパラメータチューニングの必要性

▪ 機械学習モデル (eg. CNN)を使うためには多数のハイパーパラメータ
を事前に決定する必要
–適切な値を決める方法は未確立

–多くの場合は経験的に調整・決定

▪ ハイパーパラメータの調整手順
1. ハイパーパラメータの仮の値を決定
2. その値を使って機械学習モデルを訓練
3. 訓練後の機械学習モデルの性能を評価
4. ステップ1へ戻る

17

膨大な計算時間



ハイパーパラメータと性能のばらつき

▪ あるハイパーパラメータの値の良し悪しを１回の試行では確定できない

= 訓練と評価を何度も繰り返す必要 → 試行回数の増加
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図：須田先生

ベイズ最適化に基づく
実験計画で試行回数削減



各試行の実行時間に着目

▪ 同程度の性能(分類精度)を達成できるハイパーパラメータの値でも、

１回の試行(=訓練+評価)に必要な実行時間には大きな差
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ベイズ最適化に基づくチューニング

▪問題設定
–仮定：あるハイパーパラメータの値𝑥𝑥におけるコスト𝑓𝑓(𝑥𝑥)の
確率分布が正規分布

𝑃𝑃 𝒇𝒇 𝒙𝒙 𝑥𝑥 = 𝑁𝑁 𝜇𝜇 𝑥𝑥 , 𝜎𝜎2 𝑥𝑥
𝜇𝜇：平均 𝜎𝜎：標準偏差

–目標：コスト 𝑓𝑓(𝑥𝑥)が最小なる𝑥𝑥を選択

より有望な𝒙𝒙を優先的に試行することで試行回数削減

▪コスト𝑓𝑓(𝑥𝑥)の定義に実行時間を考慮
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𝑓𝑓 𝑥𝑥 = 𝑍𝑍 = 𝑎𝑎 × 𝑳𝑳 + 𝑏𝑏 × 𝑻𝑻

試行の実行時間分類誤差(=性能)
誤差と実行時間の小さな𝒙𝒙を優先的に試行

= ハイパーパラメータチューニングの総実行時間削減



評価環境

▪ベイズ最適化：ATMathCoreLib v20131225 [3]

▪CNNの訓練と評価：TensorFlow [4]

▪システム構成
–Intel Core i7-6700K CPU of 4 cores
–NVIDIA GPU GTX 960

▪機械学習モデル
–Convolutional Neural Network (CNN)
–データセット：CIFAR10
–ハイパーパラメータ数：6
–組合せ数：6,400 
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[3] http://olab.is.s.u-Tokyo.ac.jp/~reiji/atmathcorelib/
[4] Tensorflow, “An open-source software library for machine intelligence,” 2017. [Online]. https://www.tensorflow.org/



評価結果
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試行の実行時間を考慮することにより
従来の半分程度の時間で同じハイパーパラメータ設定を選択

Wang et al. 2018



まとめ

▪機械学習で成功を収めている問題への置き換え
– SpMVカーネル選択を画像認識問題化
– 経験と勘に頼ってきた問題を機械学習で解決できる実例

人間の労力を計算能力で代替できる可能性

–スパコンでスパコンプログラミングの実現

▪ 人間よりも上手にスパコンを使いこなせる可能性

数値シミュレーションを少ない労力で高速化

▪多様な分野の研究者との連携・協力が必要
–数値シミュレーション分野
–計算機工学分野
–機械学習・画像認識分野
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将来展望

▪プログラム最適化作業を全自動化するのは難しい。なぜか？

明示的なアルゴリズムとして記述できないから!

▪経験的(empirical)な性能チューニング = AT
–アルゴリズムを記述的なくても結果的に高速化されればOK
–急速に進展しているデータ科学分野との連携の可能性
▪ データ駆動型アプローチ(機械学習など)との相性はよいはず

–コード修正等の何らかのアクション 性能変化 の相関さえわかればよい
(因果関係はわからなくてもよい)

▪ 相関関係が必ずしも因果関係を意味しないことは注意 どの相関に注目するかが重要
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